Utilizacao de suméarios humanos no modelo Cassiopeia
Caio Cesar N. Delgadol, Helton Damascena Dias', Marcus Vinicius C. Guelpeli2
! Departamento de Engenharia da Computagao
Centro Universitario de Barra Mansa (UBM) —Volta Redonda, RJ — Brasil
2 Departamento de Computacao
Universidade Federal dos Vales do Jequitinhonha e Mucuri — (UFVIM) —
Diamantina, MG — Brasil

{caiodelgado.new, heltondd}@ gmail.com, marcus.guelpeli@ufvjm.edu.br

Resumo. Este trabalho tem como objetivo analisar o desempenho de sumdrios
humanos no modelo Cassiopeia. Originalmente o modelo Cassiopeia usa no
seu pré-processamento sumdrios automdticos, a proposta deste trabalho é
avaliar o uso de sumdrios humanos. Desta forma seria possivel comparar,
qual seria o melhor sumdrio, humano ou automdtico para obter os melhores
resultados nos agrupamento criados pelo modelo Cassiopeia. Serdo usados
para esta simulacdo os corpora nos idiomas portugueses e ingleses e o
desempenho serd medido em termos das métricas externas e internas.

1. Introducao

Com o avango da tecnologia, a alta velocidade de acesso e a propagacdo de dados na
internet valorizam-se muito a drea de mineracdo de textos - MT devido ao alto volume
de dados encontrado na internet, ¢ de suma importancia o aperfeicoamento das técnicas
de agrupamento de dados para fins de refinamento de pesquisas com o intuito de trazer
ao usudrio resultados mais concisos e precisos para suas pesquisas

Através de estudos [Guelpeli 2012], desenvolveu um modelo de agrupamento
denominado Cassiopeia. Neste modelo os agrupamentos sdo criados com a utilizagdo de
sumdrios automaticos, de forma que independente do seu dominio e idioma possa ser
realizado o agrupamento, com isso trazendo um diferencial € um ganho com relacdo a
outros métodos de agrupamento de texto encontrados na literatura.

Partindo do modelo proposto por [Guelpeli 2012], surge uma questdo. Com a
utilizacdo de sumadrios humanos usados no pré-processamento existiria um ganho
considerdvel com relagdo aos sumdrios automaticos para o modelo Cassiopeia? Com
base nesta indagacdo, foram realizados testes com a utilizagdo de sumadrios humanos e
sumdrios automadticos, a fim de obter resultados dos quais possam ser analisados e
comparados

2. Modelo Cassiopeia

O modelo Cassiopeia, mostrado na Figura 1, foi proposto para ser um agrupador de
texto hierarquico, com novo método para defini¢cdo do corte de Luhn. O detalhamento
de cada uma das trés etapas (pré-processamento, processamento € pds-processamento)
que compdem este modelo pode ser encontrado em detalhes no trabalho de [Guelpeli
2010 e Guelpeli 2012]. Para um melhor entendimento deste trabalho, uma visao macro
do seu funcionamento serd descrita a seguir.
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Figura 1. Modelo Cassiopeia .

O processo comeca com a entrada de textos, que passam pela etapa de pré-
processamento, na qual sdo preparados para o processo computacional, utilizando-se a
técnica case folding, que coloca todas as letras em minusculas, além de outros cuidados,
como eliminacdo de todas as figuras, tabelas e marcacdes existentes. Os textos ficam em
formato compativel para serem processados. Nesta etapa, é usado o processo de
sumarizacao, cuja finalidade € diminuir o nimero de palavras, melhorando a qualidade
do processamento. Com o processo de sumariza¢do, obtém-se a parte mais importante,
ou seja, a ideia principal do texto-fonte, através da criagdo de um sumdirio com as
palavras mais significativas. Além de ser mais conciso do que o texto-fonte, o sumério
tem um ndmero muito menor de atributos, ou seja, palavras. Essa redugao possibilita o
uso de um espagco amostral que consegue atenuar a questdo da alta dimensionalidade e
dos dados esparsos, problema significativo na drea de MT. A sumarizacdo também
consegue viabilizar a permanéncia das stopwords, o que possibilita que o modelo
Cassiopeia seja independente do idioma.

Terminada a etapa de pré-processamento, comeca a de processamento onde sao
usadas a técnica de agrupamento de textos hierdrquicos e o algoritmo Cligues mostrado
na figura 3 para agrupar os textos com similaridade. Os agrupamentos criados nesta
etapa tém um vetor de palavras de alta relevancia para cada agrupamento. Os vetores
sdo pertinentes em relagdo a frequéncia média das palavras nos textos agrupados. O
modelo Cassiopeia identifica as caracteristicas das palavras no documento, utilizando a
frequéncia relativa, que define a importancia de uma palavra, de acordo com a
frequéncia com que € encontrado no documento. Quanto mais uma palavra aparecer em
um documento, mais importante é, para aquele documento. A frequéncia relativa é
calculada por meio da Equacdo 1, férmula que normaliza o resultado da frequéncia
absoluta das palavras, evitando que documentos pequenos sejam representados por
vetores pequenos e documentos grandes, por vetores grandes. Com a  normalizagdo,



todos os documentos serdo representados por vetores de mesmo tamanho, como mostra
a Equacio 1.

F.Xx =—abs” (1)

Onde f+X ¢ igual a frequéncia relativa de X, F, absX ¢ igual a frequéncia absoluta

de X, ou seja, a quantidade de vezes que X, a palavra aparece no documento e N € igual
ao numero total de palavras no documento. Considerado um espaco-vetorial, cada
palavra representa uma dimensdo (existem tantas dimensdes quantas palavras diferentes
no documento).

A medida que novos textos sio agrupados ocorre o reagrupamento, podendo surgir
agrupamentos, subagrupamentos ou até mesmo a fusdo destes. As palavras colocadas
nos vetores sdo calculadas pela média da sua frequéncia no texto e selecionadas, de
acordo com a Figura 2 e o algoritmo 1.

Curva de Zipf 1 - Algoritmo do método Cassiopeia:
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Figura 2. Selecao dos atributos no modelo Cassiopeia.

Onde: N ¢é igual ao nimero total de palavras no documento; B, ¢ igual a
frequéncia relativa de P,; onde P € o conjunto de palavras no documento e P, refere-se a
quantidade de vezes que uma palavra aparece no documento e f(P.N) é a frequéncia
média das palavras na distribuicao.

Os vetores de palavras ou centroides dos agrupamentos, por questdo de
dimensionalidade, adotam uma truncagem que, segundo [Wives 2004], € de 50
posicdes, ndo sendo necessario um valor maior. Essas palavras devem estar ordenadas
da maior para a menor, com base na ocorréncia da frequéncia média de cada palavra no
conjunto de documentos.

Esses agrupamentos estdo organizados de uma forma top-down, ou seja, seus textos
sdo organizados em agrupamentos, que sdo particionados, sucessivamente, produzindo
uma representacgdo hierdrquica, que facilita a visualizagdo dos agrupamentos a cada ciclo



de processamento, bem como o grau de similaridade obtido entre documentos com uso
do algoritmo Cligues. Este € um método que, de inicio, ndo requer definicdes de nimero
de agrupamentos. O seu reagrupamento ocorre até 0 momento em que os centroides de
cada agrupamento estejam estdveis, ou seja, ndo sofram mais alteracdes, com a inclusdo
de novos textos. Para determinar a similaridade desses textos nos agrupamentos é
utilizado o algoritmo Cligues mostrado na Figura 3 descrito pelo algoritmo 2.

S 2 - Algoritmo Cliques:
/ \ 1. Seleciona 1° elemento e coloca em um novo
cluster.
\ / 2. Procura o proximo objeto similar.
Figura 3. Algoritmo Cliques. 3. Se objeto é similar a todos os outros elementos do

cluster, este objeto é agrupado.
4. Voltar ao passo 2, enquanto houver objetos;

5. Para os elementos ndo alocados, repetir o 1.

Terminada a etapa de processamento, comeca a de pds-processamento, na qual
cada um dos agrupamentos ou subagrupamentos terd, por similaridade, um conjunto de
textos sumarizados, que contém um nimero bem menor de sentencas, com alto grau de
informatividade, e com as ideias principais dos textos-fonte, caracteristica da
sumarizacao.

O trabalho de [Guelpeli 2012] usou na fase pré-processamento apenas sumarios
obtidos de sumarizadores automdticos. Neste trabalho serd usada também a entrada de
textos sumarizados por humanos para realizar a comparagéo e verificar qual o melhor
sumdrio para o modelo Cassiopeia.

3. Metodologia

A contribuicao deste estudo serd garantir a utiliza¢do do sumario de melhor desempenho
para o modelo Cassiopeia. Para comprovar esta contribuicdo, foi criada a seguinte
metodologia: foram usados Corpora que sdo descritos na se¢do 3.1 deste trabalho.
Foram escolhidos os sumarizadores citados na secdo 3.2. Para o cédlculo do percentual
compressdo de cada sumadrio, foi utilizada a aplicacdo da regra de trés a qual serd
explicada na secdo 3.3. O modelo de sumarizacdo e agrupamento desenvolvido serd
descrito na secdo 3.4. Para a andlise dos resultados foram escolhidas as métricas
externas e internas que sdo utilizadas na mensuracdo do processo de agrupamento e
comentadas detalhadamente na se¢do 3.5.

3.1 Corpus

O coprora usado neste trabalho é o mesmo utilizado por [Guelpeli 2012]. Serdo
utilizadas cem amostras de textos na lingua Inglesa colhidos da Reuters, cem amostras
de textos na lingua Portuguesa do corpus Temdrio [Pardo e Rino 2004], cem amostras
de sumadrios humanos para cada texto de cada corpus (Reuters e TeMario). Foram



usados os sumarizadores descritos na se¢do3.2 para cada texto do corpus Reuters e
TeMario .

3.2 Sumarizadores

A sumarizacdo serd realizada para os textos Reuters com o uso de dois sumarizadores
profissionais da lingua inglesa (Copernic Summarizer e Intellexer Summarizer Pro).
Para os textos do corpus TeMario foram usados sumarizadores, da literatura para lingua
portuguesa (SuPor 2) e um sumarizador profissional da lingua inglesa (Intellexer
Summarizer Pro), mas que tem a possibilidade de sumarizar na lingua portuguesa.

3.3Calculo da compressao

Foi definido o percentual de compressdo conforme a Equacio 2, com base em uma
aplicagdo matematica da regra de trés, onde se relacionam quatro valores divididos entre
dois pares de mesma grandeza e unidade, conforme ilustrado na Tabelal. As grandezas
aplicadas sdo o numero de palavras e o percentual de compressdo, as quais sdo
diretamente proporcionais. Para a extracdo do numero de palavras de cada texto fonte e
cada sumdrio humano, para realizacdo dos cdlculos de percentual, foi utilizado o
software [FineCount 2.6] o qual realiza a contagem de palavras.

o Pux100
P, @

Onde: C é o percentual de compressdo, Py, € o nimero de palavras do sumario
humano e P € o nimero de palavras do texto fonte.

Tabela 1 Regra de trés simples para obtencao do percentual de compressao.

Numero de Percentual de
Palavras Compressio

Ps 100
P C

Com a aplicacdo da Equagdo 2, é obtido o percentual de compressdo individual de
cada sumdrio humano, podendo assim efetuar uma sumarizacdo automatica de cada
texto fonte com o mesmo percentual de compressdo do sumdrio humano, garantindo
assim a integridade dos testes.

3.4 Modelo de Sumarizacao e Agrupamento

A sumarizacdo automdtica serd realizada baseada nos sumdrios humanos, ou seja,
aplicando-se os percentuais de compressdo obtidos pela Equagdo 2 em todos os textos
fontes.

Desta forma a sumarizagdo automdtica foi feita no corpus em portugués o TeMario,
com os sumarizadores Intellexer Summarizer Pro e SuPor 2, e no corpus em inglés o
Reuters, com os sumarizadores Intellexer Summarizer Pro e Copernic Summarizer
obtendo assim, sumdrios automadticos com equivaléncia no nimero de palavras em
relacdo aos sumdrios humanos. Ap0s ser realizada a sumarizagcdo em todas as amostras
de texto foi feito o agrupamento no modelo Cassiopeia, onde sdo utilizadas as métricas
de coesdo, acoplamento, coeficiente silhouette e precision, recall, Fmeasure que serdo
descritas na secdo 3.5. Foram realizadas cem execucdes de agrupamento em cada



conjunto de textos de cada idioma utilizado, como ilustrado nas Figura 4, para se obter
os valores das medidas internas e externas e suas respectivas médias acumuladas.
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Figura 4. Modelo de Sumarizacio e Agrupamento (TeMario) e (Reuters).

3.5 Mensuracao

A mensuragdo dos resultados serd realizada com a aplicacdo das métricas internas
(coesdo, acoplamento e coeficiente silhouette) e métricas externas (recall, precision e F-
measure) descritas a seguir.

3.5.1 Coesao

A coes@o mede a similaridade entre os elementos do mesmo agrupamento. Quanto
maior a similaridade entre eles, maior a coesdo deste agrupamento [Kunz e Black 1995].

S Sim(P,P})
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Onde Sim (P;,P)) € o calculo da similaridade entre os textos i e j pertencentes ao
agrupamento P, n € o numero de textos P, e P; e P; sdio membros do agrupamento P.

3.5.2 Acoplamento

O acoplamento mede a similaridade média de todos os pares de elementos, sendo que
um elemento pertence a um agrupamento € outro ndo pertence a esse mesmo
agrupamento [Kunz e Black 1995].

A=i5]
ng(ng -1)

2

Sim(C.,C .
&) 4)

Onde C ¢ o centroide de determinado agrupamento, presente em P, Sim (Ci, Cj) é o
célculo da similaridade do texto i pertencente ao agrupamento P e o texto j ndo pertence



a P, Ci centroide do agrupamento P e Cj é centroide do agrupamento Pi e na é o nimero
de agrupamentos presentes em P.

3.5.3 Coeficiente Silhouette

O Coeficiente Silhouette baseia-se na ideia de quanto um objeto é similar aos demais
membros do seu grupo, e de quanto este mesmo objeto € distante de outro grupo. Assim,
essa medida combina as medidas de coesao e acoplamento [Zoubi e Rawi 2008].
__ b)-a@®)
max(a(i),b(i)) ®)

Onde a (i) é a distancia média entre o i-ésimo elemento do grupo e os outros do
_ 1] &
S=—>'$
N i=l
mesmo grupo. O bH(i) é o valor minimo de distancia entre o i-ésimo elemento do grupo e
qualquer outro grupo, que ndo contém o elemento, e max é a maior distancia entre a (i) e
b(i).

1 N
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O Coeficiente Silhouette de um grupo € a média aritmética dos coeficientes
calculados para cada elemento pertencente ao grupo, sendo apresentado na Equacao 10,
o valor de S situa-se na faixade O a 1.

3.5.4 Recall

O Recall mede a propor¢do de objetos corretamente alocados a um agrupamento, em
relacdo total de objetos da classe associada a este agrupamento [Manning et al 2008].

n(A)

“a(AUD) @

Onde n(A) é o nimero de elementos do subconjunto A de acertos e n(D) é o nimero
de elementos do subconjunto D de falsos negativos1 e n(AuD) é o nimero total de
elementos da classe correspondente.

3.5.5 Precision

A Precision mede a propor¢do de objetos corretamente alocados a um agrupamento, em
relacdo ao total de objetos deste agrupamento [Manning et al 2008].
n(A)

" W(AUB) ®

' Falsos negativos s&o elementos que deveriam ter sido alocados a um grupo e que foram
alocados a outros.



Onde n(A) € o nimero de elementos do subconjunto de A de acertos e n(B) é o
nimero de elementos do subconjunto B de falsos positivos e n(A Y B) € o niimero total
de elementos do grupo.

3.5.6 F-Measure

O F-Measure é a medida harmdnica entre o Precision e o Recall que, no F-Measure,
assume valores que estdo no intervalo de [0,1]. O valor zero indica que nenhum objeto
foi agrupado corretamente, o valor um, que todos os objetos estdo contidos corretamente
agrupados. Assim, um agrupamento ideal deve retornar um valor igual a um. [Manning
et al 2008].

* Precision(P)* Recall(R)
Precision(P)+ Recall(R)

Cada uma das medidas descritas é calculada para cada um dos grupos obtidos,
fornecendo assim a qualidade de cada grupo. A medida de avaliacdo, para todo o
agrupamento, é obtida através do cdlculo da média entre cada uma das medidas de todos
0S grupos.

F=2 (©)]

4. Resultados Obtidos nos Experimentos

Devido ao grande volume das medidas utilizadas para aferir os agrupamentos dos
experimentos e consequentemente dos resultados obtidos, serdo apresentados os graficos
das medidas harmonicas, na métrica externa que é F-Measure e na métrica interna que é
o Coeficiente Silhouette.

A Figura 5 mostra os resultados dos testes no idioma portugués usando corpus
TeMario, com medida externa F-Measure. Observa-se que o sumdrio automético
Intellexer obteve valores de F-Measure superiores ao sumario humano.
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Figura 5. Resultados obtidos pelo modelo Cassiopeia usando a medida
F-Measure no idioma portugués.

Na Figura 6 mostra os resultados dos testes no idioma portugués usando o corpus
TeMario, com a medida interna Coeficiente Silhouette. Observa-se que os dois
sumarizadores automaéticos Intellexer e Supor obtiveram valores superiores ao sumario
humano.
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Figura 6. Resultados obtidos pelo modelo Cassiopeia usando a medida
Coeficiente Silhouette no idioma portugués.

A Figura 7 mostra os resultados dos testes no idioma inglés usando corpus Reuters,
com medida externa F-Measure. Observa-se que apenas nesta medida o sumdrio

humano teve um desempenho superior aos sumarios automaticos.
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Figura 7. Resultados obtidos pelo modelo Cassiopeia usando a medida F-

Measure no idioma inglés

Na Figura 8 mostra os resultados dos testes no idioma inglés usando o corpus
Reuters, com a medida interna Coeficiente Silhouette. Observa-se que os dois
sumarizadores automaéticos Intellexer e Supor obtiveram valores superiores ao sumario

humano.
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Figura 8: Resultados obtidos pelo modelo Cassiopeia usando a medida

Coeficiente Silhouette no idioma inglés.



5. Conclusao

Observa-se que, nos resultados, a avaliacdo das métricas de F-Measure mostrados nas
Figuras 5 e 7 e das métricas Coeficiente Silhouette nas Figuras 6 e 8, foram obtidos
resultados comprobatdrios que os sumdrios automaticos t€ém desempenho superior em
75% dos testes efetuados em relagdo ao sumario humano.

Em questdo de desempenho pode-se analisar a praticidade e a velocidade superior ao
desenvolver um sumdrio automdtico em comparagdo a de um sumdrio humano, pois o
sumdrio humano necessita de alocar grupos de pessoas para realizar a sumarizacio,
tomando tempo para andlise do texto e retirada de pontos principais. J4 o sumadrio
automatico nio necessita de tanto tempo para a realizacdo da sumarizagdo. Apds essa
andlise conclui-se que os sumadrios automaticos sdo mais eficientes que os sumarios
humanos, aplicados no modelo Cassiopeia nas questdes de praticidade e qualidade dos
agrupamentos gerados.
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